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Abstract — Brain-Machine Interfaces (BMIs) provide direct coomitation between the brain and external devices.
They can be used to restore or augment human rfiurtotion and have been the focus of great intdresite last two
decades in parallel with steady advances in mieatrdnics and our general understanding of thenbtaigeneral, BMIs
can be classified in invasive and non-invasive edejing on the need for surgical access to positierelectrodes that
will record the activity of neural ensembles. le tturrent work, we propose a new method for colimigph non-invasive,
EEG-based, three class BMI, using motor imagery. the classifier, we used an artificial neural rate (ANN)
implementation that learned to distinguish amomgehask-related EEG patterns.
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Resumo — Interfaces Cérebro-Maquina (ICMs) provém comunioagifieta entre o cérebro e dispositivos exter&tes
podem ser usadas para restaurar ou aumentar fanwéorio motor humano e tem sido foco de grandeesgernas Ultimas
duas décadas em paralelo com avangos consistentasaeoeletronica e do nosso entendimento geraléiebro. Em geral,
ICMs podem ser classificadas em invasivas e naasimas, dependendo da necessidade de acesso aleasiésrgia para o
posicionamento dos eletrodos que irdo registrdivalade de agrupamento neuronais. Neste trabas@ropomos um novo
método para controlar uma interface nao-invasieseadda em EEG, de trés classes, utilizando imag#gtatora. Para a
classificacdo, utilizamos uma implementacéo de nedeal artificial (RNA) que aprendeu a distingeritre os trés padrdes de
EEG relacionados com as tarefas.
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1. Introducéo

Uma Interface Cérebro-Maquina (ou interface cér@amputador) é um sistema computacional
capaz de interpretar informacéo codificada na ddie elétrica de grupos neuronais para controlar un
dispositivo artificial, seja ele um computador, ucaaeira de rodas, ou até mesmo um brago mecanicc
Dessa forma, € criado um canal de comunicacdo toadares artificiais que independe da ativacéo de
musculos esqueléticos estriados [1]. O princip@toln desta tecnologia € restaurar ou ampliar desc
motoras em seres humanos.

Existem basicamente duas categorias de ICMs, devem consideracéo a forma de acesso ao
sinal cerebral: ICMs invasivas e nao-invasivas.rifnpira envolve algum tipo de procedimento cirtogic
para insercdo dos eletrodos de registro no panméragoerebral, para captar os sinais elétricos dgogru
neuronais no cérebro. Ja as nao-invasivas, conroi@ nome diz, ndo necessitam de procedimentos
cirirgicos importantes. Por exporem 0 sujeito axai cirdrgico, € muito raro ter humanos se
voluntariando como sujeitos experimentais de later$ Cérebro-Maquina invasivas.

As ICMs ndao-invasivas, por outro lado, pela suauneza, tém se beneficiado da maior
disponibilidade de dados em seres humanos. Apespodkerem obter dados a partir de registros com a:
técnicas de eletroencefalografia (EEG), magnetdeloggafia (MEG) e imageamento por ressonancia



magnética funcional (fMRI), a maioria esmagadora ttabalhos [2-7] é feita com base na primeira
forma de aquisicéo.

Nesse trabalho, desenvolvemos uma Interface GeMaquina ndo-invasiva, utilizando o EEG
como meétodo de aquisicdo de sinais neuronais. Nobgivo € avaliar a possibilidade de utilizar
padrdes de atividade neuronal derivados, exclusunten de tarefas de imagética motora, sem
necessidade da ativacdo de grupos musculares esusnexecucao.

2. Metodologia

Para aquisicdo do sinal eletroencefalograficaufdizado um aparelho de EEG (BrainNet BNT-
36) de 22 canais, com uma frequéncia de amostrdgetf0 Hz e um filtro notch em 60 Hz. Os eletrodos
foram posicionados no escalpo de dois voluntarfgl&veis (dois homens destros), de acordo com ¢
padrdo 10/20. Os sujeitos realizaram 3 sessdes,4@drials cada, onde cadaial era composto pela
descricéo da tarefa a ser executada (duracédo dguddos), seguida de um intervalo para execucgao d:
tarefa (7s) e, por fim, apresentacdo de uma teldedeanso (2s). Em cada sessao, as seguintes taref
eram apresentadas aleatoriamente (14 vezes péa)tameaginacdo de movimento da mao esquerda,
imaginacdo de movimento da méo direita e operacatematica de soma. Todas as tarefas eram
executadas continuamente, a partir de um comangsertado em um monitor de computador, até o
aparecimento da tela de descanso. No interval@ estrsessdes, 0s sujeitos tinham um intervalo de °
minutos para descanso.

Depois de terminada a fase de aquisicéo, inickoa-fase de processamento e classificacao off-
line, realizada integralmente no ambiente do soBWAATLAB®. Inicialmente, foi feita a extracao de
atributos, calculando o espectro de poténcia a 2@0apontos (500ms de amostra) para cada um do:
canais, durante o intervalo de execugéo de targfiaando a funcapwelch(). Em seguida, calculou-se o
valor acumulado dessa poténcia para cada umamas lwandas fundamentais de EEG: Delta (0.5-4 Hz),
Teta (4-7 Hz), Alfa (7-14 Hz), Beta (14-20 Hz) en&a(20-50 Hz). Assim, cada padréo de classificacéo
foi composto por 110 atributos (22 canais x 5 bajydados previamente normalizados. ApOs extrair as
caracteristicas do sinal, o préximo passo foia#tilas para treinar um classificador baseado emsred
neurais artificiais do tip®ultiLayer Perceptron (MLP). Foram escolhidas, arbitrariamente, doisgige
arquitetura para a rede: com uma camada ocultag8nios) e duas camadas ocultas (50 na primeira ¢
30 na segunda). Essas redes foram utilizadas paaa dois tipos de classificadores: ternarios gamka
tarefas) e binario (par de tarefas). Todas as riedam treinadas com uma taxa de aprendizado de 0.0
utilizando o métod®owell-Beale e validadas atravées d6-fold cross-validation.

3. Resultados

Em geral, os classificadores ternarios obtiverarficuddade em distinguir as tarefas,
especialmente para as tarefas de imagética maia@Eanadas com movimentos das maos. Em ambos o
sujeitos, as taxas de acerto médio foram inferiaré®%. Entretanto, ao analisarmos as matrizes de
confusao, é possivel observar uma maior taxa déoguara a tarefa de soma algébrica, enquanto jue a
tarefas de imagética motora apresentam uma aléadexcolisdo entre si. Apesar da taxa de acerto dc
Sujeito 02 ser bem baixa, um teste t mostrou grezl@ esta operacional, ja que foi obtido um vaéor d
p<0.001 quando comparado com a condicéo aleatéoi@doslos resultados abaixo foram obtidos com a
arquitetura com duas camadas ocultas. No entadto,houve diferencas significativas entre as duas
arquiteturas (teste p>0.05).



AM=54.2% ME MD Soma

ME 0.45 0.33 0.22

MD 0.22 0.49 0.19

Soma 0.150.16/ 0.68

Tabela1: Resultado para classificador ternario do Suj@ltoAM: Acerto Médio; ME: Imaginagdo de méo esgaeidD:
Imaginacédo de mao direita.

AM=42.9% ME MD Soma
ME 0.38 0.35 0.27
MD 0.29 0.44 0.27

Soma 0.270.26 0.47
Tabela2: Resultado para classificador ternario do Sujeo

Como era o esperado, as redes neurais treinadas aassificadores binarios, conseguiram taxas
de acerto relativamente mais altas. Aqui, tambéms8ivel ver uma dificuldade comparativamente maior
em separar as duas tarefas de imaginacado de mduinemo que a rede neural foi incapaz de apremder
classificar corretament@X0.05 quando comparado com o acaso).

AM=57.8% ME MD
ME 0.55 0.45
MD 0.4 0.6

Tabela3: Resultado para classificador binario do SujeitoM&o Esquerda x M&o Direita.

AM=70.8% ME Soma
ME 0.74 0.26
Soma 0.32 0.68

Tabela4: Resultado para classificador binario do SujeitoM&o Esquerda x Soma.

AM=75.4% MD Soma
MD 0.76 0.24
Soma 0.26 0.74

Tabela5: Resultado para classificador binario do SujeitoN&o Direita x Soma.

AM=52.2% ME MD
ME 0.52 0.48
MD 0.47 0.53

Tabela 6: Resultado para classificador binario do SujetoN&do Esquerda x Mao Direita.



AM=60.5% ME Soma
ME 0.61 0.39
Soma 0.4 0.6

Tabela7: Resultado para classificador binario do SujeRoNdao Esquerda x Soma.

AM=62.7% MD Soma
MD 0.67 0.33
Soma 0.41 0.59

Tabela8: Resultado para classificador binario do SujeoMéo Direita x Soma.

Entretanto, nem a taxa de acerto nem a matriz nke€® ddo uma real dimenséo do que pode sel
feito com ICMs. Wolpaw e colaboradores [8] sugenirama medida nova para indicar o poder de uma
Interface Cérebro-Maquina: a taxa de transferédeianformacdo (equacdo abaixo). Nessa equacao,
taxa de transferéncia B (medida em bits/segundiop@io do niumero de tarefas N, da taxa de acegto P
da velocidade do funcionamento da interface V, ngsse trabalho esta caracterizada pelo tamanho d
janela (500 ms).

- 1-P
B = |log, N + Plog2P+(1—P)log2<N_1>]

Ternério Binario: MExMD | Binario: MExSomaBinario: MDxSoma
Sujeito 01 0.27 0.06 0.27 0.4
Sujeito 02 0.07 0.01 0.07 0.11

Tabela9- Taxa de transferéncia de informacao (em bit/segupai@ cada uma das interfaces.

4. Discusséao

As baixas taxas de acerto, que mesmo para osfidaderes binarios ndo passaram dos 75%, nao
séo inferiores do que é encontrado na literatufaA4diferenca entre os Sujeitos 01 e 02 é exphcad
analisando os depoimentos concedidos pelos sujaitastervalo entre as sessdes: enquanto o Shjgito
se manteve alerta durante todo o tempo do expetimnersujeito 02 afirmou ter sono e dificuldadesde
concentrar na realizacéo das tarefas, o que certamp®mrou seu desempenho.

Os resultados dos classificadores binarios ajudamormoborar o que € sugerido pelos
classificadores ternarios: existe um grande gragimdaridade entre os padrées de imagética motora
relacionados com movimento das maos. A localizagpacial das fontes € muito provavelmente a maior
responsavel por essa semelhanca, uma vez que ashbasefas ativam regides motoras localizadas
proximamente, embora em hemisférios diferentes.

5. Concluséo

As taxas de transferéncia de informacdo estdo atweis com os valores encontrados na
literatura (10-25 bits/minuto ou 0,17-0,42 bit/sedo) [9], 0 que mostra que a abordagem escolhida te
um desempenho no minimo regular.

O uso de classificadores de duas classes se m@&l® menos tdo eficiente quanto o de trés. Na
verdade, uma vez que o primeiro teve uma taxa eltcamaior, pode-se afirmar que o0 seu uso seria mai
confidvel e, no minimo, t&o util quanto o do teimd® uso de Maquinas de Comité com classificadores
binarios como especialistas pode ser uma ferrangar ampliar ainda mais a eficiéncia da Interface
Cérebro-Maquina.

Apesar de funcionar no modiif-line, o trabalho é inédito, por utilizar RNAs para slésar
padrées derivados da imagética motora. O objetiamnpliar a quantidade de sujeitos para obter uma
maior generalizacao dos resultados obtidos.
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